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Vorwort

Die Inhalte dieses Lehrbuchs basieren auf den Vorlesungen „Signalverarbeitung in der Fahr-
zeugsicherheit“, „Wissensmodellierung und Maschinelles Lernen“, „Sensor Technology and
Signal Processing“, „Integrated Safety and Assistance Systems“, „Mathematische Methoden
der Signalverarbeitung“, „Convex Optimization“, „Statistical Signal Processing“ und „Signal
Processing and Machine Learning“, die wir an der Technischen Hochschule Ingolstadt und an
der Technischen Universität München anbieten.

In Kapitel 1 wird eine kurze Einführung in Aspekte des automatisierten Fahrens und der inte-
gralen Fahrzeugsicherheit gegeben. Grundlagen der Signalverarbeitung und Mathematik, die
für das Verständnis und die Auslegung von Algorithmen für das automatisierte Fahren und
die Fahrzeugsicherheit unerlässlich sind, werden in Kapitel 2 wiederholt und vertieft. In Kapi-
tel 3 werden Fahrzeugmodelle vorgestellt, die sich zur Modellierung des Fahrverhaltens eignen
und damit die Grundlage für die Prädiktion und Regelung von Fahrzeugtrajektorien sind. Aus-
gehend von den Fahrzeugmodellen stellt Kapitel 4 Verfahren der Signalverarbeitung für die
Zustandsschätzung von Fahrzeugen und Objekten im Fahrzeugumfeld vor, die einen zentra-
len Bestandteil von Trackingverfahren und Sensordatenfusionsmethoden darstellen. In Kapi-
tel 5 werden die Methoden der Signalverarbeitung um rein datenbasierte Verfahren erweitert.
Es handelt sich um maschinelle Lernverfahren, die angesichts der Komplexität des sicheren
automatisierten Fahrens als Schlüsselmethoden zur Realisierung von Innovationen im Auto-
mobilbau gelten.

Das Buch enthält am Ende eines jeden Kapitels Übungsaufgaben mit ausführlichen Lösungs-
vorschlägen. Sie sollen den Leser bei der intensiven Auseinandersetzung mit dem behandelten
Stoff unterstützen. Für Aufgaben, bei denen es erforderlich ist, werden Matlab-Skripte auf der
Internetseite zum Buch1 zur Verfügung gestellt.

Das Buch richtet sich an Studierende und Doktoranden der Elektrotechnik, Mechatronik und
Informatik an Universitäten und Fachhochschulen sowie an Ingenieure in der Praxis, die ein
grundlegendes Verständnis von Methoden der Signalverarbeitung für das sichere automati-
sierte Fahren erwerben wollen.

Wir danken unserer Lektorin Frau Julia Stepp für die angenehme Zusammenarbeit, Prof. An-
dreas Gaull und Anja Zupfer für das Korrekturlesen sowie den wissenschaftlichen Mitarbeitern
Amit Chaulwar, Friedrich Kruber, Marcus Müller, Parthasarathy Nadarajan, Eduardo Sanchez
Morales und Jonas Wurst für die gemeinsamen Forschungsarbeiten an Anwendungen von ma-
schinellen Lernverfahren im Bereich des sicheren automatisierten Fahrens, die kurz in Unter-
kapitel 5.7 beschrieben werden. Besonders möchten wir uns bei unseren Familien, bei Anja,
Hannah, Steffi und Viktoria für ihre tatkräftige und liebevolle Unterstützung bedanken.

Ingolstadt, im Mai 2020 Michael Botsch und Wolfgang Utschick

1 http://www.fahrzeugsicherheitundautomatisiertesfahren.de

http://www.fahrzeugsicherheitundautomatisiertesfahren.de
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108 3 Fahrzeugmodelle und Trajektorien

3.2 Fahrdynamikmodelle
für autonomes Fahren
und die aktive Fahrzeugsicherheit

Fahrdynamikmodelle spielen für das automatisierte Fahren und die integrale Fahrzeugsicher-
heit eine zentrale Rolle, weil sie dabei helfen, den aktuellen Zustand des Fahrzeugs zu analy-
sieren und das künftige Verhalten des Fahrzeugs vorherzusagen bzw. zu planen. Aus diesem
Grund sind Fahrdynamikmodelle ein Kernelement von Reglern und Prädiktionsalgorithmen,
z. B. für die Situationsinterpretation und die Trajektorienplanung. Dabei muss nicht nur die
Bewegung des eigenen Fahrzeugs, in diesem Buch EGO genannt, sondern auch aller anderen
Verkehrsteilnehmer prädiziert werden. Hierbei ist es wichtig, geeignete Modelle zu nutzen. Für
dynamische Objekte, deren Zustand mittels vorausschauender Sensoren geschätzt wird, ist es
häufig aufgrund der fehlenden Eingangsgrößen für komplexe Fahrdynamikmodelle sinnvoll,
einfache Bewegungsmodelle zu nutzen. Hingegen ist es für das EGO-Fahrzeug, gerade in kriti-
schen Verkehrssituationen, in denen Manöver mit hoher Dynamik vorkommen können, sinn-
voll, komplexere Fahrdynamikmodelle zu verwenden. Die Wahl eines adäquaten Modells ist
von den verfügbaren Rechenressourcen und der umzusetzenden Funktionalität abhängig. Für
eine Funktionalität, bei der nur geringe Querbeschleunigungen zu erwarten sind, wie z. B. dem
automatisierten Fahren im Stau, ist es nicht erforderlich, komplexe Querdynamikmodelle ein-
zusetzen. Dieses Unterkapitel soll auch dabei helfen, eine geeignete Wahl des Fahrdynamik-
modells für Algorithmen zu treffen.

Ergänzende Inhalte zum Themengebiet der Fahrdynamikmodelle und zu Grundlagen der
Kraftfahrzeugtechnik können beispielsweise in [Ril07, Sch07, Jaz12, HEG13, SHB13, MW15,
Hak18] gefunden werden.

3.2.1 Relativbewegung

Zur Beschreibung der Bewegung von Fahrzeugen sind zwei Koordinatensysteme sehr wichtig:
das Fahrzeugkoordinatensystem und ein Inertialsystem. Das Fahrzeugkoordinatensystem ist
ein fahrzeugfestes, kartesisches Koordinatensystem, bezüglich dessen das Fahrzeug ruht. Ein
Inertialsystem ist ein Bezugssystem, in dem es keine Trägheitskräfte gibt, d. h. in dem jeder
kräftefreie Körper relativ zu diesem Bezugssystem in Ruhe verharrt oder sich unbeschleunigt
und geradlinig bewegt. Die Trägheitskräfte, die durch die Rotation der Erde verursacht werden,
sind für die Betrachtungen der Fahrdynamik vernachlässigbar, und damit wird im Folgenden
ein mit der Erde fest verbundenes System als Inertialsystem gewählt.

In Abb. 3.10 wird der Ursprung des Fahrzeugkoordinatensystems im Schwerpunkt S des Fahr-
zeugs gewählt und die Achsen dieses Koordinatensystems mit den Kleinbuchstaben x, y und z
bezeichnet. Diese Lage und die in Abb. 3.10 gezeigte Ausrichtung der Achsen des Fahrzeugko-
ordinatensystems entsprechen der DIN 70000. Das Inertialsystem hat seinen Ursprung auf der
Erde, und seine Achsen wurden mit den Großbuchstaben X ,Y und Z bezeichnet. Der Rad-
stand des Fahrzeugs ist ℓ, der Abstand vom Schwerpunkt zur Vorderachse wird mit ℓv, der
Abstand vom Schwerpunkt zur Hinterachse mit ℓh bezeichnet. Die Höhe des Schwerpunkts S
über der Erde ist hS und die Spurweite b.
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Abbildung 3.10 Fahrzeugkoordinatensystem F mit Achsen x,y,z und Ursprung im Schwerpunkt S
sowie Inertialsystem E mit Achsen X ,Y ,Z und Ursprung auf der Erde.

Vektoren im Fahrzeug- und Erdkoordinatensystem und deren Notation
Im Folgenden wird, wie in Abb. 3.10 dargestellt, mit F das Fahrzeugkoordinatensystem und mit
E das Erdkoordinatensystem bezeichnet. Ein Vektor r ∈ R3, an dessen Spitze der Punkt P liegt
und der den Ursprung des Erdkoordinatensystems E mit P verbindet, kann mit den Einheits-
vektoren ex = F[1, 0, 0]T, e y = F[0, 1, 0]T und ez = F[0, 0, 1]T des Fahrzeugkoordinatensystems
F dargestellt werden. Dieser Vektor wird im Folgenden mit

F
Er = rx ex + ry e y + rz ez (3.42)

bezeichnet. Stellt man den Vektor mit den Einheitsvektoren des Erdkoordinatensystems E dar,
also mit e X = E[1 0 0]T, eY = E[0, 1, 0]T und e Z = E[0, 0, 1]T, so wird im Folgenden dieser Vektor
mit

E
Er = rX e X + rY eY + rZ e Z (3.43)

bezeichnet, wobei in der Regel rX ̸= rx , rY ̸= ry und rZ ̸= rz .

Der linke untere Index, hier E , bezeichnet das Koordinatensystem, von dessen Ursprung aus
zu P der Ortsvektor definiert ist. Der linke obere Index bezeichnet das Koordinatensystem in
dem der Ortsvektor dargestellt wird, d. h. mit dessen Einheitsvektoren er ausgedrückt wird. Der
Vektor F

Er ist also der Ortsvektor gegenüber dem Ursprung des Erdkoordinatensystems E und
dargestellt in F . Analog dazu repräsentieren zum Beispiel der Geschwindigkeitsvektor F

Ev die
Geschwindigkeit gegenüber dem Ursprung des Erdkoordinatensystems E und dargestellt in F ,
oder der Beschleunigungsvektor F

Ea die Beschleunigung gegenüber dem Ursprung des Erdko-
ordinatensystems E und dargestellt in F . Falls die beiden Koordinatensysteme links unten und
links oben gleich sind, so kann zur Vereinfachung auch nur das obere linke angegeben werden,
z. B. Er = E

Er .

Es ist zu beachten, dass es sich bei F
Er und Er um den gleichen Vektor r handelt, nämlich vom

Ursprung von E nach P , dieser aber in unterschiedlichen Koordinatensystemen ausgedrückt
wird. Um den Vektor aus einer Darstellung in die andere Darstellung zu transformieren, bedarf
es einer Rotationsmatrix. Möchte man den Vektor F

Er im Erdkoordinatensystem darstellen, so
benötigt man die Rotationsmatrix ERF ∈R3×3

Er = ERF
F
Er , (3.44)

und möchte man den Vektor Er im Fahrzeugkoordinatensystem darstellen, so benötigt man
die Rotationsmatrix FRE

F
Er = FRE

Er , (3.45)



110 3 Fahrzeugmodelle und Trajektorien

wobei gilt

ERF = FRT
E . (3.46)

Gl. (3.46) ergibt sich aufgrund der Tatsache, dass Rotationsmatrizen orthonormale Matrizen
sind, d. h. die Spalten sind orthogonal zueinander und haben die Euklidische Norm 1. Es ist
zu beachten, dass die erste Spalte von ERF die Darstellung von ex im Inertialsystem E ist, weil
sich diese bei der Multiplikation ERF ex ergibt. Analog dazu ist die zweite Spalte in ERF die
Darstellung von e y in E und die dritte Spalte in ERF die Darstellung von ez in E .

Weil das Fahrzeugkoordinatensystem F ein bewegtes Koordinatensystem ist, sind seine Ein-
heitsvektoren ex , e y und ez zeitabhängige Vektoren, und dies muss man bei allen Größen, die
im Fahrzeugkoordinatensystem F repräsentiert werden, berücksichtigen. Diese Zeitabhängig-
keit der Einheitsvektoren von F ist der Grund für die Trägheitskräfte, die sich in F ergeben. Um
dies zu verstehen, werden im Folgenden Rotationen im Dreidimensionalen und die zeitliche
Ableitung von Rotationsmatrizen betrachtet.

Euler-Winkel und Rotationsmatrizen
Die Rotation im dreidimensionalen Raum ist komplexer als im zweidimensionalen Raum
und kann durch eine orthonormale Matrix R ∈ R3×3 beschrieben werden. Entsprechend dem
Rotations-Theorem von Euler kann jede Rotation eines Starrkörpers im dreidimensionalen
Raum durch eine Abfolge dreier Drehungen um spezielle Achsen dargestellt werden. Möchte
man das Koordinatensystem (X ,Y , Z ) in das Koordinatensystem (x, y , z) drehen, so entstehen
nach jeder Drehung neue Koordinatensysteme. Dies ist beispielhaft in Abb. 3.11 visualisiert.
Die erste Drehachse ist eine im Inertialsystem feste Achse, die beiden anderen sind vorher mit-
gedrehte Achsen. Die drei Drehwinkel werden Euler-Winkel genannt. Bei den Drehungen ist
es nicht erlaubt, dass zwei aufeinanderfolgende Drehungen um die gleiche Achse stattfinden.
Damit ergeben sich insgesamt 12 mögliche Folgen von Drehungen um die Achsen, und zwar
X y ′x ′′, X z ′x ′′, Y x ′y ′′, Y z ′y ′′, Z x ′z ′′, Z y ′z ′′, X y ′z ′′, X z ′y ′′, Y z ′x ′′, Y x ′z ′′, Z x ′y ′′ und Z y ′x ′′. Es
gibt in den unterschiedlichen Technologiefeldern Konventionen über die Drehfolge, die ver-
wendet wird. In der Fahrzeugtechnik verwendet man die Drehfolge Z y ′x ′′, um einen Vektor
aus dem Inertialsystem E in das Fahrzeugkoordinatensystem F zu transformieren. Bezeichnet
man den ersten Drehwinkel um die Z -Achse mit Ψ, den zweiten um die y ′-Achse mit Θ und
den dritten um die x ′′-Achse mitΦ, so ergibt sich für die Rotationsmatrix von E nach F mit den
Abkürzungen c(·) = cos(·) und s(·) = sin(·)

FRE = RT
x (Φ)RT

y (Θ)RT
z (Ψ)

=
 1 0 0

0 c(Φ) s(Φ)
0 −s(Φ) c(Φ)

 c(Θ) 0 −s(Θ)
0 1 0

s(Θ) 0 c(Θ)

 c(Ψ) s(Ψ) 0
−s(Ψ) c(Ψ) 0

0 0 1



=
 c(Θ)c(Ψ) c(Θ)s(Ψ) −s(Θ)

s(Φ)s(Θ)c(Ψ)−c(Φ)s(Ψ) s(Φ)s(Θ)s(Ψ)+c(Φ)c(Ψ) s(Φ)c(Θ)
c(Φ)s(Θ)c(Ψ)+ s(Φ)s(Ψ) c(Φ)s(Θ)s(Ψ)− s(Φ)c(Ψ) c(Φ)c(Θ)

 . (3.47)

Um Gl. (3.47) besser zu verstehen, wird Abb. 3.11 verwendet. Wie daraus zu entnehmen ist,
gelten die folgenden Beziehungen für die Komponenten des Vektors r in den entsprechenden
Koordinatensystemen
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 rx′

ry ′

rz ′

=
 c(Ψ) s(Ψ) 0

−s(Ψ) c(Ψ) 0
0 0 1


︸ ︷︷ ︸

RT
z (Ψ)

 rX

rY

rZ

 bzw.

 rX

rY

rZ

=
 c(Ψ) −s(Ψ) 0

s(Ψ) c(Ψ) 0
0 0 1


︸ ︷︷ ︸

R z (Ψ)

 rx′

ry ′

rz ′

 , (3.48)

 rx′′

ry ′′

rz ′′

=
 c(Θ) 0 −s(Θ)

0 1 0
s(Θ) 0 c(Θ)


︸ ︷︷ ︸

RT
y (Θ)

 rx′

ry ′

rz ′

 bzw.

 rx ′

ry ′

rz ′

=
 c(Θ) 0 s(Θ)

0 1 0
−s(Θ) 0 c(Θ)


︸ ︷︷ ︸

R y (Θ)

 rx′′

ry ′′

rz ′′

 , (3.49)

 rx

ry

rz

=
 1 0 0

0 c(Φ) s(Φ)
0 −s(Φ) c(Φ)


︸ ︷︷ ︸

RT
x (Φ)

 rx′′

ry ′′

rz ′′

 bzw.

 rx′′

ry ′′

rz ′′

=
 1 0 0

0 c(Φ) −s(Φ)
0 s(Φ) c(Φ)


︸ ︷︷ ︸

R x (Φ)

 rx

ry

rz

 . (3.50)
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Abbildung 3.11 Rotationen mit den Winkeln Ψ, Θ und Φ um die Achsen Z , y ′ und x ′′.

Möchte man also einen Vektor aus dem Koordinatensystem E mit den Achsen X ,Y , Z in das
Koordinatensystem F mit den Achsen x, y , z durch Rotationen mit den Euler-WinkelnΦ,Θ und
Ψ realisieren, so erfolgt zunächst die Rotation mitΨ um die Z -Achse, dann die Rotation mitΘ
um die y ′-Achse und letztlich die Rotation mit Φ um die x ′′-Achse. Abb. 3.12 visualisiert diese
Rotationen und in Gleichungen lässt sich schreiben rx

ry

rz


︸ ︷︷ ︸

Fr

=
 1 0 0

0 c(Φ) s(Φ)
0 −s(Φ) c(Φ)


︸ ︷︷ ︸

RT
x (Φ)

 rx ′′

ry ′′

rz ′′


︸ ︷︷ ︸

∥ c(Θ) 0 −s(Θ)
0 1 0

s(Θ) 0 c(Θ)


︸ ︷︷ ︸

RT
y (Θ)

 rx′

ry ′

rz ′


︸ ︷︷ ︸

∥ c(Ψ) s(Ψ) 0
−s(Ψ) c(Ψ) 0

0 0 1


︸ ︷︷ ︸

RT
z (Ψ)

 rX

rY

rZ


︸ ︷︷ ︸

Er

= RT
x (Φ)RT

y (Θ)RT
z (Ψ)Er = FRE

Er . (3.51)
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Gl. (3.51) fasst Gl. (3.45) und Gl. (3.47) zusammen. Jede Orientierung des Fahrzeugs kann damit
gegenüber der Lage des Erdkoordinatensystems E mit den Euler-WinkelnΨ,Θ undΦmit Hilfe
der Matrix FRE aus Gl. (3.47) ausgedrückt werden.

X Y

Z

Ψ

x′
y ′

Θ

z′

z′′

x′′

y ′′

Φ

y

x

z

Abbildung 3.12 Rotation mit den Euler-Winkeln Φ, Θ und Ψ von E nach F .

Weil in einem fahrenden Fahrzeug die Winkel Ψ, Θ und Φ im Allgemeinen zeitabhängig sind,
ist auch die Rotationsmatrix FRE zeitabhängig, und dies muss bei der zeitlichen Ableitung ei-
nes Vektors F

Er berücksichtigt werden. Man erhält für die Ableitung des Vektors F
Er nach der

Zeit

d

dt

(F
Er

)= d

dt

(FRE
Er

)= d

dt

(FRE
)Er + FRE

d

dt

(Er
)

. (3.52)

Um diesen Ausdruck zu vereinfachen, wird die zeitliche Ableitung der Rotationsmatrix FRE aus
Gl. (3.47) benötigt. Die folgenden Überlegungen sind notwendig, um die zeitliche Ableitung
von FRE zu berechnen.

Zeitliche Ableitung einer Rotationsmatrix R

Jede Rotation eines Starrkörpers kann alternativ zur Darstellung mit den Euler-Winkeln auch
durch die Rotation um eine Achse und einen entsprechenden Winkel beschrieben werden. Bei
der Rotation eines Starrkörpers bewegt sich jeder Punkt des Starrkörpers auf einem Kreis. Da-
bei durchläuft die Senkrechte von jedem Punkt auf die Rotationsachse den gleichen Winkel θ.
Bezeichnet man mit n den Einheitsvektor in Richtung der Rotationsachse, dann ist die Win-
kelgeschwindigkeit

ω= dθ

dt
n, mit ω= [ω1,ω2,ω3]T und n = [n1,n2,n3]T. (3.53)

Eine Rotationsmatrix R , die durch drei Euler-Winkel beschrieben wird, lässt sich also auch
durch einen Winkel θ und den entsprechenden Normalenvektor n darstellen. Abb. 3.13 visua-
lisiert die Rotation von r nach r ′. Der Vektor r wird zunächst in seine Komponenten parallel
und senkrecht zur Rotationsachse n zerlegt

r = n(nTr )−n × (n × r ). (3.54)

Von der Rotation ist nur der zweite Term, also die Senkrechte zur Rotationsachse n, betroffen
und man erhält

r ′ = n(nTr )+ sin(θ)(n × r )−cos(θ)n × (n × r ). (3.55)
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Insbesondere im Bereich des automatisierten Fahrens und in der aktiven Fahrzeugsicherheit
spielen die statistischen Filter eine zentrale Rolle, weil sie die Grundlage für viele Signalver-
arbeitungsschritte bilden wie z. B. für das Schätzen von Zustandsgrößen des EGO-Fahrzeugs,
für das Tracking von Objekten im Umfeld des EGO-Fahrzeugs oder für die Sensordatenfusi-
on. Vorausschauende Sensoren sind beispielsweise in der Lage, die relative Position zu Ob-
jekten zu messen, aber in den Funktionsalgorithmen sind auch die Geschwindigkeit und die
Beschleunigung der Verkehrsteilnehmer von zentraler Bedeutung, und diese werden mit Hilfe
von statistischen Filtern bestimmt. In diesem Kapitel werden die Grundlagen der statistischen
Filter vorgestellt und das Kalman-Filter als eines der wichtigsten statistischen Filter hergeleitet.
Anschließend werden Anwendungen dieser Grundlagen für das Tracking von Verkehrsteilneh-
mern und für die Sensordatenfusion vorgestellt.

Lernziele in Kapitel 4
Der Lernende . . .

■ versteht die unterschiedlichen Optimalitätskriterien für statistische Filter;

■ versteht die Herleitung des Kalman-Filters;

■ kann entscheiden, wann das Kalman-Filter genutzt werden sollte, und ist in der Lage, es in
Anwendungen zu implementieren;

■ kann einfache Trackingaufgaben modellieren und mit dem Kalman-Filter umsetzen;

■ kennt Sensordatenfusionsmethoden wie die Fusion mittels Extended Kalman-Filter oder
„Track-To-Track“ und kann diese implementieren.

4.1 Optimale statistische Filter
Dieses Unterkapitel führt statistische Filter ein und beschäftigt sich mit der Frage nach der
Optimalität solcher Filter. Ausführliche Beschreibungen zu Methoden der statistischen Filte-
rung und der Zustandsschätzung können beispielsweise in [BSL01, Sim06, Kay17] gefunden
werden.

Ein statistisches Filter schätzt ein Nutzsignal oder einen Zustand aus verrauschten Messsi-
gnalen unter Verwendung des Wissens über die Statistik der Signale. Die ersten Arbeiten zu
statistischen Filtern stammen von Wiener und Kolmogorov aus den 1940-er Jahren und be-
handeln Systeme, bei denen sich die statistischen Eigenschaften nicht mit der Zeit ändern,
d. h. mit stationären Prozessen. Für stationäre Prozesse ist es leicht möglich, die statistischen
Eigenschaften der Signale mit deren Frequenzeigenschaften in Verbindung zu setzen und so-
mit diese Filter mit der klassischen Filtertheorie der elektrischen Netzwerke zu vereinbaren.
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In den 1960-er Jahren entwickelte sich, getrieben durch Anwendungen, in denen die Signale
nicht mehr als stationär modelliert werden können, das Gebiet der statistischen Filter für in-
stationäre Prozesse, insbesondere die Kalman-Filtertheorie. Während bei der Frequenzraum-
darstellung, wie in Gl. (2.287) dargestellt, nur ein Zusammenhang zwischen dem Ausgang und
dem Eingang durch die Übertragungsfunktion H(s) hergestellt wurde, wird bei den statisti-
schen Filtern explizit zwischen der Dynamik des Systems und dem Prozess seiner Messung
unterschieden. Diese statistischen Filter gehen damit von der Zustandsbeschreibung des Sys-
tems aus und somit von einer Zeit- und nicht von einer Frequenzdarstellung.

Abb. 4.1 zeigt ein zeitdiskretes Modell für ein System, bei dem ein statistisches Filter zur Schät-
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Messung
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System-
zustand
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Abbildung 4.1 Modell für statistische Filter.

zung des Zustandes x [n] verwendet wird. Um das statistische Filter zu entwerfen, benötigt
man:

1. Ein Modell für das dynamische System, unter Berücksichtigung des SystemrauschensηS[n]

x [n +1] = f n

(
x [n],u[n],ηS[n]

)
; (4.1)

2. Ein Modell für das Messsystem, unter Berücksichtigung des Messrauschens ηM[n]

y [n] = hn
(
x [n],u[n],ηM[n]

)
; (4.2)

3. Die statistische Beschreibung der Rauschprozesse ηS(m,ω) und ηM(m,ω);

4. Priore Informationen:

■ Anfangszustand des Systems, d. h. x [0];

■ Eingang u[n].

Dieses benötigte Wissen ist auch in Abb. 4.2 dargestellt.
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3. Probabilistische Beschreibung

x [n+1] = f n

(
x [n],u[n],ηS[n]

)1. Modell für das dynamische System 2. Modell für das Messsystem

4. Anfangszustand des Systems x [0]

y [n] = hn

(
x [n],u[n],ηM[n]

)

der Rauschprozesse ηS(m,ω) und ηM(m,ω) Eingang u[n]

Abbildung 4.2 Benötigtes Wissen für ein statistisches Filter.
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Beispielsweise ergeben sich für die System- und Messgleichungen (4.1) und (4.2) bei einem
zeitdiskreten linearen System Gl. (2.197) und Gl. (2.198)

x [n +1] = A[n]x [n]+B [n]u[n]+G[n]ηS[n], n ≥ 0 (4.3)

y [n] =C [n]x [n]+D[n]u[n]+ηM[n], (4.4)

wobei die Dimensionen der Vektoren und Matrizen in Unterkapitel 2.4.2 eingeführt wurden.

Die Aufgabe beim Entwurf des statistischen Filters für den Zeitpunkt, der durch den Index n
gekennzeichnet ist, besteht darin, einen optimalen Schätzwert x̂ [n] von x [n] zu finden unter
Verwendung von f n , hn , der statistischen Beschreibung der Rauschprozesse, des Anfangszu-
stands x [0], sowie der Reihen von bisherigen Eingängen und Messwerten

{u[0],u[1], . . . ,u[n −1]} bzw. {y [1],y [2], . . . ,y [n]}. (4.5)

Im Folgenden wird mit u0:n−1 der (nM ×1)-Vektor mit allen Eingängen bis einschließlich zum
Index n−1 und mit y1:n der (nK ×1)-Vektor mit allen Messungen bis einschließlich zum Index
n bezeichnet

u0:n−1 = [uT[0],uT[1], . . . ,uT[n −1]]T bzw. y1:n = [yT[1],yT[2], . . . ,yT[n]]T. (4.6)

Man kann das statistische Filter beruhend auf unterschiedlichen Optimalitätskriterien entwer-
fen. Drei davon werden im Folgenden vorgestellt.

I. Optimales lineares statistisches Filter
Das optimale lineare statistische Filter ergibt sich aus der Minimierung des mittleren quadra-
tischen Fehlers, wobei als Ansatz für das Filter gewählt wird

x̂lin[n] =W y1:n + t . (4.7)

Die Optimierungsaufgabe lautet

{W lin, t lin} = argmin
W ,t

{
Ex [n],y1:n

{∥∥x [n]− (W y1:n + t )
∥∥2

2

}}
. (4.8)

Die zu optimierende Kostenfunktion lässt sich schreiben als

L = Ex [n],y1:n

{∥∥x [n]− (W y1:n + t )
∥∥2

2

}
(4.9)

= Ex [n],y1:n

{
tr

{(
x [n]− (W y1:n + t )

)(
x [n]− (W y1:n + t )

)T
}}

. (4.10)

Man erhält das Minimum dieser Kostenfunktion für diejenigen Parameter W und t , für die die
Ableitung von L null ergibt. Die Ableitung von L nach t lautet

∂L

∂t
= Ex [n],y1:n

{−(
x [n]−W y1:n − t

)− (
x [n]−W y1:n − t

)}
(4.11)

=−2Ex [n],y1:n

{
x [n]−W y1:n − t

}=−2µx [n] +2Wµy1:n
+2t

!= 0N×1 (4.12)

und damit gilt

t =µx [n] −Wµy1:n
. (4.13)
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Die Ableitung von L nach W lautet unter Verwendung von Gl. (4.13)

∂L

∂W
= Ex [n],y1:n

{−(
x [n]−W y1:n − t

)
yT

1:n − (
x [n]−W y1:n − t

)
yT

1:n

}
(4.14)

=−2Ex [n],y1:n

{(
x [n]−W y1:n − t

)
yT

1:n

}=−2Rx [n],y1:n +2W Ry1:n ,y1:n +2tµT
y1:n

(4.15)

=−2Rx [n],y1:n +2W Ry1:n ,y1:n +2
(
µx [n] −Wµy1:n

)
µT

y1:n
(4.16)

=−2
(
Rx [n],y1:n −µx [n]µ

T
y1:n

)
︸ ︷︷ ︸

Cx [n],y1:n

+2W
(
Ry1:n ,y1:n −µy1:n

µT
y1:n

)
︸ ︷︷ ︸

Cy1:n ,y1:n

(4.17)

=−2C x [n],y1:n +2W C y1:n ,y1:n

!= 0N×K n (4.18)

und damit gilt für die Lösung der Optimierungsaufgabe in Gl. (4.8) unter Verwendung von
Gl. (4.13)

W lin =C x [n],y1:n C−1
y1:n ,y1:n

, t lin =µx [n] −C x [n],y1:n C−1
y1:n ,y1:n

µy1:n
. (4.19)

Man sieht, dass für ein optimales lineares Filter nur statistische Momente erster und zweiter
Ordnung (Erwartungswerte, Kovarianzen und Kreuzkovarianzen) notwendig sind. Ein Nachteil
dieses Ansatzes ist, dass die Dimension der Matrix W lin mit jeder neuen Messung steigt.

II. „Maximum-a-posteriori“ statistisches Filter
Bei dem Maximum-a-posteriori (MAP) statistischen Filter wird die Tatsache ausgenutzt, dass
die Rückschlusswahrscheinlichkeitsdichte (A-posteriori-WDF)

p
(

x[n]
∣∣∣[y T[1],y T[2],. . . ,y T[n]

]T︸ ︷︷ ︸
y 1:n

,
[
uT[0],uT[1],. . . ,uT[n −1]

]T︸ ︷︷ ︸
u0:n−1

)
(4.20)

die gesamte Information beinhaltet, die zum Zeitpunkt n über den Systemzustand x [n] ver-
fügbar ist. Der Ansatz beim MAP-Filter ist es, denjenigen Ausgang x̂ [n] zu liefern, für den
die Rückschlusswahrscheinlichkeitsdichte am höchsten ist. Damit ergibt sich der Ausgang des
MAP-Filters aus der Lösung der Optimierungsaufgabe

x̂MAP[n] = argmax
x[n]

{
p
(
x[n]|y 1:n ,u0:n−1

)}
. (4.21)

Das optimale MAP-Filter bestimmt zu jedem Zeitstempel n aus der A-posteriori-WDF ei-
nen optimalen Schätzwert entsprechend Gl. (4.21). In praktischen Anwendungen besteht die
Schwierigkeit darin, die A-posteriori-WDF bzw. die statistischen Momente, die sie beschrei-
ben, zu ermitteln. Wenn die Bestimmung der A-posteriori-WDF bzw. der statistischen Momen-
te, die sie beschreiben, rekursiv durchgeführt wird, indem sie von Zeitstempel zu Zeitstempel
geschätzt werden, so bezeichnet man diese Vorgehensweise als Rekursive Bayesianische Fil-
terung, und man kann sie wie folgt darstellen:

p(x[0])
p
(
x[1]|y 1:1,u0:0

) −→ x̂MAP[1]
p
(
x[2]|y 1:2,u0:1

) −→ x̂MAP[2]
...

p
(
x[n]|y 1:n ,u0:n−1

) −→ x̂MAP[n].

(4.22)

Wie später gezeigt wird, ist das Kalman-Filter ein Spezialfall des MAP-Filters für den Fall, dass
die A-posteriori-WDF Gaußsch ist.
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III. „Minimum Mean Squared Error“ statistisches Filter
Der Ansatz beim Minimum Mean Squared Error (MMSE) statistischen Filter ist es, denjenigen
Wert x̂ [n] zu berechnen, für den im Mittel der quadratische Fehler zwischen x [n] und dem
Ausgang x̂ [n] minimal ist. Damit ergibt sich der Ausgang des MMSE-Filters aus der Lösung
der Optimierungsaufgabe

x̂MMSE[n] = argmin
x̂ [n]

{
Ex [n]|y1:n ,u0:n−1

{∥x [n]− x̂ [n]∥2
2

}}
. (4.23)

Um die Lösung zu finden, werden zur Vereinfachung der Notation in diesem Abschnitt folgen-
de Abkürzungen eingeführt

z := y 1:n ,u0:n−1, x := x [n] und x̂ := x̂ [n]. (4.24)

Weiterhin ist für die weitere Herleitung zu beachten, dass x̂ nur eine Funktion der Messwerte
y 1:n und der Eingänge u0:n−1 ist und damit bei gegebenem z für den bedingten Erwartungs-
wert Ex |z {x̂} gilt

Ex |z {x̂} = x̂ . (4.25)

Die Kostenfunktion, die zu minimieren ist, lautet

L = Ex |z
{
(x − x̂ )T(x − x̂ )

}= Ex |z
{
xTx −xTx̂ − x̂Tx + x̂Tx̂

}
(4.26)

= Ex |z
{
xTx

}−Ex |z
{
xT} x̂ − x̂T Ex |z {x}+ x̂Tx̂ . (4.27)

Addiert und subtrahiert man zu diesem Ausdruck den Term Ex |z
{
xT|z}Ex |z {x |z}, so erhält man

L = Ex |z
{
xTx

}−Ex |z
{
xT}Ex |z {x}+ (

x̂ −Ex |z {x}
)T (

x̂ −Ex |z {x}
)

. (4.28)

Die ersten zwei Terme sind nicht abhängig von x̂ , und die Kostenfunktion L wird damit durch
die Wahl von x̂ minimal, falls gilt

x̂ −Ex |z {x} = 0N×1. (4.29)

Das heißt, dass der Ausgang des MMSE-Filters der bedingte Erwartungswertschätzer ist

x̂MMSE[n] = Ex [n]|y1:n ,u0:n−1
{x [n]} . (4.30)

Dieses Ergebnis ist unabhängig von der Art der WDF p(x[n]|y 1:n ,u0:n−1).

Ist die A-posteriori-WDF Gaußsch, so ist der bedingte Erwartungswert gemäß Gl. (2.150) linear
(vgl. Gl. (4.19)). Es gilt für die Gaußsche A-posteriori-WDF

x̂MMSE[n] =µx [n]+C x [n],y1:n C−1
y1:n ,y1:n

(
y1:n−µy1:n

)
. (4.31)

Da bei einer Gaußwahrscheinlichkeitsdichte das Maximum am Erwartungswert zu finden ist,
ist das MMSE-Filter für Gaußsche-Rückschlusswahrscheinlichkeitsdichten gleichzeitig auch
das MAP-Filter. Es gilt also für die Gaußsche A-posteriori-WDF

x̂MMSE[n] = x̂MAP[n] = x̂lin[n]. (4.32)

Es ist zu beachten, dass Gl. (4.30) allgemein gilt und Gl. (4.31) und Gl. (4.32) für den Spezialfall
einer Gaußschen A-posteriori-WDF gültig sind.
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Übung 4.1

Bayes Zustandsschätzer
Das Konzept der Bayes-Zustandsschätzung bzw. Bayes-Filterung beruht darauf, dass vorhan-
denes Wissen, das A-priori-Wissen, für die Bestimmung der gesuchten Parameter bzw. Zu-
stände eingebracht wird. Dafür verwendet man einen probabilistischen Rahmen, in dem
das Messmodell durch die WDF p

(
y[n]|x0:n ,u0:n

)
und das Systemmodell durch die WDF

p(x[n]|x0:n−1,u0:n−1) beschrieben werden. Ziel der Bayes-Zustandsschätzung ist es, die A-
posteriori-WDF p

(
x[n]|y 1:n ,u0:n−1

)
zu bestimmen.

Um die A-posteriori-WDF effizient zu berechnen, ist eine rekursive Formulierung gewünscht.
Dazu nutzt man den Satz von Bayes:

p
(
x[n]|y 1:n ,u0:n−1

)= p
(

y 1:n |x[n],u0:n−1
)

p(x[n]|u0:n−1)

p
(

y 1:n |u0:n−1
)

= p
(

y[n], y 1:n−1|x[n],u0:n−1
)

p(x[n]|u0:n−1)

p
(

y[n], y 1:n−1|u0:n−1
)

= p
(

y[n]|y 1:n−1, x[n],u0:n−1
)

p
(

y 1:n−1|x[n],u0:n−1
)

p(x[n]|u0:n−1)

p
(

y[n]|y 1:n−1,u0:n−1
)

p
(

y 1:n−1|u0:n−1
)

= p
(

y[n]|y 1:n−1, x[n],u0:n−1
)

p
(
x[n]|y 1:n−1,u0:n−1

)
p

(
y 1:n−1|u0:n−1

)
p(x[n]|u0:n−1)

p
(

y[n]|y 1:n−1,u0:n−1
)

p
(

y 1:n−1|u0:n−1
)

p(x[n]|u0:n−1)

= p
(

y[n]|y 1:n−1, x[n],u0:n−1
)

p
(
x[n]|y 1:n−1,u0:n−1

)
p

(
y[n]|y 1:n−1,u0:n−1

) . (4.33)

Es kann aufgrund des Messmodells aus Gl. (4.2) angenommen werden, dass der aktuelle Mess-
wert y[n] nur von dem aktuellen Zustand x[n], dem aktuellen Eingang u[n] und dem Mess-
rauschen ηM[n] abhängt, die Historie der Messwerte y 1:n−1 also bereits in dem Zustand x[n]
enthalten ist, so dass gilt

p
(

y[n]|y 1:n−1, x[n],u0:n−1
)= p

(
y[n]|x[n],u[n]

)
.

Die A-posteriori-WDF aus Gl. (4.33) lässt sich damit schreiben als

p
(
x[n]|y 1:n ,u0:n−1

)= p
(

y[n]|x[n],u[n]
)

p
(
x[n]|y 1:n−1,u0:n−1

)
p

(
y[n]|y 1:n−1,u0:n−1

)
= p

(
y[n]|x[n],u[n]

)
p

(
x[n]|y 1:n−1,u0:n−1

)∫
Xp

(
y[n], x[n]|y 1:n−1,u0:n−1

)
dx[n]

= p
(

y[n]|x[n],u[n]
)

p
(
x[n]|y 1:n−1,u0:n−1

)∫
Xp

(
y[n]|x[n], y 1:n−1,u0:n−1

)
p

(
x[n]|y 1:n−1,u0:n−1

)
dx[n]

= p
(

y[n]|x[n],u[n]
)

p
(
x[n]|y 1:n−1,u0:n−1

)∫
Xp

(
y[n]|x[n],u[n]

)
p

(
x[n]|y 1:n−1,u0:n−1

)
dx[n]

. (4.34)

Die Komponenten dieser Gleichung können wie folgt interpretiert werden:

■ Die A-priori-WDF p
(
x[n]|y 1:n−1,u0:n−1

)
fasst das gesamte Wissen der Vergangenheit über

den aktuellen Zustand x [n] zusammen.
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Abbildung 5.72 Denoising Autoencoder mit einer verdeckten Schicht.

Convolutional Autoencoder
Convolutional Autoencoder sind den in Unterkapitel 5.2.4 vorgestellten CNN sehr ähnlich
und werden in der Regel für Bilddaten genutzt. Sie bestehen aus einer Folge von Faltungs-,
Detektions- und Pooling-Schichten im Encoder und aus einer Folge von dazugehörigen Ope-
rationen im Decoder. Dabei muss berücksichtigt werden, dass durch die Faltung und durch das
Pooling im Encoder ein Downsampling stattgefunden hat. Dieses muss im Decoder rückgän-
gig gemacht werden, damit der Ausgang die gleiche Dimension hat wie der Eingang. Dies wird
in der Regel durch eine Operation umgesetzt, die als Upsampling bekannt ist. Dabei wird zu-
nächst jeder Pixelwert des Eingangs einer Decoderschicht mit einem Kernel, dessen Gewichte
im Training angepasst werden, elementweise multipliziert. Das Ergebnis wird dann so zusam-
mengesetzt, dass sich die gleiche Dimension ergibt wie beim Eingang in die dazugehörige En-
coderschicht. Hierbei werden bei der Zusammensetzung Überlappungen additiv umgesetzt.
Eine alternative Erklärung der Upsampling-Operation beruht darauf, dass die Faltung eine
lineare Operation ist und sich als Matrix-Vektor-Multiplikation darstellen lässt. Während im
Encoder die Faltungsmatrix das vektorisierte Eingangsbild auf ein Bild kleinerer Dimension
abbildet, wird beim Upsampling die transponierte dieser Matrix genutzt.

So wie ein CNN als ein Spezialfall eines Multilayer Perceptrons betrachtet werden kann, ist dies
auch bei den Autoencodern der Fall. Das „Parameter Sharing“ und die „Sparse Interaction“
führen dazu, dass deutlich weniger Parameter notwendig sind als bei einem vollvernetzten
Autoencoder, was wiederum einen regularisierenden Effekt hat.

Probabilistische Sicht auf Autoencoder
Ein interessanter Zugang zu Autoencodern, deren Ziel es ist, am Ausgang den Eingang mög-
lichst gut zu rekonstruieren, ergibt sich aus informationstheoretischen Betrachtungen und
wurde in [VLL+10] vorgestellt. Der Ansatz dabei liegt darin zu fordern, dass die latente Darstel-
lung z des Eingangs möglichst viel Information aus dem Eingang v behält. Dies kann mit Hilfe
der in Unterkapitel 2.3.3 eingeführten Transinformation ausgedrückt werden, indem man for-
dert, dass die Transinformation I (v ;z) maximiert wird.

Dabei wird angenommen, dass es eine nicht notwendigerweise deterministische Abbildung
z = f (v ;φ) von v nach z gibt, deren Parameter φ gelernt werden sollen. Weil die WDF p(v )
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des Eingangs v nicht vonφ abhängt, spielt H(v ) keine Rolle bei der Maximierung der Transin-
formation. Mit Hilfe von Gl. (2.137) und Gl. (2.138) lässt sich die Maximierung der Transinfor-
mation schreiben als

argmax
φ

{I (v ;z)} = argmax
φ

{H(v )−H(v |z)} = argmax
φ

{−H(v |z)}

= argmax
φ

{
Ep(v ,z)

{
log2(p(v |z))

}}
, (5.348)

wobei z = f (v ;φ) und die Notation Ep(v ,z)
{
log2(p(v |z))

}
verwendet wird für

Ep(v ,z)
{
log2(p(v |z))

}= ∫
RN

∫
RNred

log2(p(v |z))p(v , z)dzdv . (5.349)

Weil p(v |z) nicht bekannt ist, betrachtet man eine andere WDF q(v |z) und erhält unter Be-
rücksichtigung der Tatsache, dass die Kullback-Leibler-Divergenz immer größer oder gleich
null ist,

KL(p(v |z)∥q(v |z)) =
∫
RN

p(v |z)ln

(
p(v |z)

q(v |z)

)
dv

=
∫
RN

p(v |z)ln
(
p(v |z)

)−p(v |z)ln
(
q(v |z)

)
dv ≥ 0 (5.350)

nach Multiplikation mit p(z) und zusätzliche Integration über RNred die Ungleichung

Ep(v ,z)
{
log2(p(v |z))

}≥ Ep(v ,z)
{
log2(q(v |z))

}
. (5.351)

Wenn die WDF q(v |z) von den Parametern θ abhängt, d. h. als q(v |z ;θ) geschrieben
werden muss, so ergibt sich aus Gl. (5.348) und Gl. (5.351), dass die Maximierung von
Ep(v ,z)

{
log2(q(v |z ;θ))

}
, mit z = f (v ;φ), bezüglich φ und θ der Maximierung einer unteren

Grenze der Transinformation I (v ;z) entspricht. Nimmt man nun an, dass die Abbildung
z = f (v ;φ) deterministisch ist, so dass p(v , z) = p(v ) und z als z = fφ(v ) geschrieben werden
kann, so wird die untere Grenze der Transinformation zwischen v und z maximiert durch die
Parameterwahl{

φ̂, θ̂
}
=argmax

φ,θ

{
Ep(v )

{
log2(q(v |z ;φ,θ))

}}=argmax
φ,θ

{
Ep(v )

{
log2(q(v | fφ(v );φ,θ))

}}
. (5.352)

Betrachtet man nun Autoencoder, so kann der Ausgang v̂ als eine Kenngröße der WDF q(v |v̂ )
verstanden werden, für die q(v |v̂ ) hohe Werte annimmt. Dadurch hat v eine hohe WDF, wenn
v̂ bekannt ist. In der Regel ist diese Kenngröße der WDF q(v |v̂ ) der Erwartungswert. Mit
der deterministischen eineindeutigen Abbildung z = fφ(v ) und der deterministischen ein-
eindeutigen Abbildung v̂ = gθ(z) entspricht die WDF q(v |z ;φ,θ) aus Gl. (5.352) der WDF
q(v |v̂ = gθ(z);φ,θ)

q
(
v |z ;φ,θ

)= q
(
v |v̂ = gθ(z);φ,θ

)
. (5.353)

Beim Training eines Autoencoders sollen die Parameter derart gefunden werden, dass v eine
hohe WDF hat, wenn v̂ bekannt ist, d. h. derart, dass q(v |v̂ ) maximiert bzw. −ln

(
q(v |v̂ )

)
mini-

miert wird. Dies entspricht der Minimierung der Verlustfunktion

L(v , v̂ ) =−ln
(
q(v |v̂ )

)
. (5.354)



376 5 Maschinelles Lernen

einer Linkskurve zur Unfallvermeidung einen Spurwechsel plant, ohne dabei die Fahrbahn zu
verlassen.
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Abbildung 5.80 Bestimmung von Vermei-
dungsbeschleunigungen [HUBK15].
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Abbildung 5.81 Verkehrsszenario zum Zeit-
punkt t0 für die Berechnung von prädizierten
Belegungskarten [NBS17].

Weil die Lösung der MinMax-Optimierungsaufgabe einen Solver benötigt und deswegen nicht
für den Einsatz auf einem Automotive-Mikrocontroller geeignet ist, wird in [HUBK15] auch ein
Verfahren vorgestellt, das diese Art der Kritikalitätsschätzung mittels Vermeidungsbeschleuni-
gungen viel recheneffizienter macht. Dieser Ansatz beruht auf der Berechnung der Kritika-
lität mit Hilfe des Random Forest-Klassifikators aus Unterkapitel 5.5. Dafür werden auf leis-
tungsfähigen Rechnern viele kritische Szenarien generiert und die Vermeidungsbeschleuni-
gungen jeweils mittels MinMax-Optimierung berechnet. Beruhend auf den Vermeidungsbe-
schleunigungen wird die Kritikalität in 4 Klassen eingeteilt und als Label für das Training des
Random Forest-Klassifikators genutzt. Es wird in [HUBK15] gezeigt, dass der Random Forest-
Klassifikator in der Lage ist, die Kritikalität von Verkehrsszenarien zu lernen.

Die Motivation, maschinelle Lernalgorithmen in dieser Anwendung zu nutzen, liegt also
hauptsächlich in einer recheneffizienten Methode zur Klassifizierung der Kritikalität eines Ver-
kehrsszenarios und kann der Kategorie II. „Rechenressourcen“ aus Abb. 5.77 zugeordnet wer-
den. Das Verfahren kann aber auch als paralleler Pfad zu einem modellbasierten Ansatz zur
Kritikalitätsberechnung genutzt werden, so dass es auch der Kategorie III. „Diversität“ aus
Abb. 5.77 zugeordnet werden kann.

Prädizierte Belegungskarten
Eine hilfreiche Darstellung eines Verkehrsszenarios für die Schätzung der Kritikalität, aber
auch für die Planung sicherer Trajektorien des EGO-Fahrzeugs sind die prädizierten Bele-
gungskarten bzw. Predicted Occupancy Grids. Diese beruhen darauf, dass die Ebene, in der
sich das EGO-Fahrzeug bewegt, in Gitterelemente unterteilt wird und für jedes der Gitter-
elemente für einen gewünschten Prädiktionszeitpunkt die Belegungswahrscheinlichkeit ge-
schätzt wird. Diese Ortsdiskretisierung hat auch den Vorteil, dass ein Predicted Occupancy
Grid als Bild mit einer festen Anzahl an „Pixeln“ interpretiert werden kann und damit als Ein-
gang in weitere maschinelle Lernalgorithmen für die Kritikalitätsschätzung oder die Trajek-
torienplanung dienen kann. In [NB16], [NBS17] und [NBS18] wird ein Ansatz vorgestellt, in
dem mittels maschineller Lernverfahren die Predicted Occupancy Grids recheneffizient be-
rechnet werden können. Abb. 5.81 zeigt zur Verdeutlichung des Ansatzes ein Verkehrsszenario,
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für das die Predicted Occupancy Grids bestimmt werden sollen. Für den Prädiktionszeitpunkt
von 2,0 s ist das sich ergebende Predicted Occupancy Grid in Abb. 5.82 visualisiert. Je heller
ein Gitterelement ist, umso wahrscheinlicher ist es, dass es belegt sein wird. Abb. 5.82 links
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Abbildung 5.82 Prädizierte Belegungskarten für das Verkehrsszenario aus Abb. 5.81: modellba-
siert (links) und mittels maschinellem Lernen (rechts) für die Prädiktionszeit von 2,0 s [NBS17].
zeigt das resultierende Predicted Occupancy Grid, das mit einem modellbasierten Ansatz be-
rechnet wurde, und Abb. 5.82 rechts das Predicted Occupancy Grid des maschinellen Lernal-
gorithmus. Der modellbasierte Ansatz berechnet mit Hilfe der in Unterkapitel 3.2 vorgestell-
ten Bewegungsmodelle und Differenzengleichungen für jedes Objekt mehrere Hypothesen für
Trajektorien numerisch, was zu einem sehr hohen Rechenressourcenbedarf führt. Als Eingang
für den maschinellen Lernalgorithmus dient die Darstellung eines Szenarios zum aktuellen
Zeitpunkt t0 als „Augmented Occupancy Grid“, d. h. für jedes Gitterelement gibt es jeweils ei-
nen Vektor in dem gespeichert wird, zu welchem Objekttyp das jeweilige Gitterelement gehört,
welche Geschwindigkeit das dazugehörige Objekt hat, etc. Die Details dazu sind in [NB16] zu
finden. Das Ziel des maschinellen Lernalgorithmus ist es, aus einem Augmented Occupancy
Grid ein Predicted Occupancy Grid zu generieren. Zwei Architekturen, um dieses Ziel zu errei-
chen, sind in Abb. 5.83 zu sehen. In der oberen Architektur wird ein Stacked Denoising Auto-
encoder und ein Satz von Random Forest-Algorithmen (RF) für Regression verwendet. Stacked
Denoising Autoencoder wurden in Unterkapitel 5.6.3 und der Random Forest-Algorithmus in
Unterkapitel 5.5 eingeführt. Der Autoencoder wird für diese Anwendung mit den Augmen-
ted Occupancy Grids antrainiert, und anschließend wird der Decoder verworfen und nur der
Encoder genutzt. Der Nachteil dieser Methode ist die noch sehr hohe Anzahl an benötigten
Random Forest-Algorithmen, auch wenn diese sehr gut parallelisiert werden können, weil pro
„Pixel“ eines Predicted Occupancy Grids jeweils ein Random Forest notwendig ist. Die untere
Architektur zeigt einen Weg, um die Anzahl der Random Forest-Algorithmen stark zu reduzie-
ren, indem zwei Stacked Denoising Autoencoder genutzt werden. Der erste Autoencoder wird
mit den Augmented Occupancy Grids antrainiert und der zweite mit den Predicted Occupan-
cy Grids. Beim ersten wird nur der Encoder behalten und beim zweiten nur der Decoder. Zwi-
schen den beiden Komponenten ist ein Satz von Random Forest (RF)-Regressionsalgorithmen,
die von der niederdimensionalen Darstellung der Augmented Occupancy Grids auf die nie-
derdimensionale Darstellung der prädizierten Belegungskarten abbildet. Diese Architektur er-
möglicht eine insgesamt recheneffiziente Berechnung von Predicted Occupancy Grids. Ein
weiterer Vorteil des Verfahrens liegt darin, dass auch Interaktionen und Reaktionen der Ver-
kehrsteilnehmer untereinander bei der Berechnung der Predicted Occupancy Grids ohne zu-
sätzlichen Aufwand berücksichtigt werden können. Falls Interaktionen und Reaktionen zwi-
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Abbildung 5.83 Maschinelle Lernverfahren für die Prädiktion von Belegungskarten [NBS18].

schen den Verkehrsteilnehmern in den Trainingsdaten enthalten sind, werden diese auch ge-
lernt.

Die Motivation, maschinelle Lernalgorithmen in dieser Anwendung zu nutzen, liegt also in
einer recheneffizienten Methode zur Berechnung von prädizierten Belegungskarten und kann
der Kategorie II. „Rechenressourcen“ aus Abb. 5.77 zugeordnet werden.

5.7.2 Prädiktion der Crashschwere

Zusätzlich zur Prädiktion, ob eine Kollision stattfinden wird, ist eine zweite Größe für die
Fahrzeugsicherheit von zentraler Bedeutung, nämlich die Crashschwere, also das Schadens-
ausmaß aus Gl. (1.1). Der Begriff der Crashschwere wurde in Unterkapitel 3.1.1 bereits er-
läutert. In [MNB+16] und [MLB+18] wird ein Verfahren vorgestellt, das auch Anteile des ma-
schinellen Lernens enthält, um die prädiktive Crashschwereschätzung auch auf Automotive-
Mikrocontrollern möglich zu machen. Das Blockschaltbild aus Abb. 5.84 visualisiert die Me-
thode. Einstiegspunkt für den Algorithmus ist die Unvermeidbarkeit einer Kollision. Um die

Abbildung 5.84 Architektur der prädiktiven Crashschwereschätzung [MLB+18].

Unvermeidbarkeit zweier Fahrzeuge zu ermitteln, wird ausgehend von deren aktueller Pre-
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sifikationsaufgabe in vielen Fällen äußerst schwierig, und der maschinelle Lernalgorithmus
kann deswegen für die finale Entscheidungen einen wertvollen Beitrag leisten.

Die Motivation, maschinelle Lernalgorithmen in dieser Anwendung zu nutzen, liegt also in
einer alternativen Methode zur Auslösung von Rückhaltesystemen und kann der Katego-
rie I.„Modellierung nicht möglich bzw. zu komplex“ und der Kategorie III. „Diversität“ aus
Abb. 5.77 zugeordnet werden.

5.7.5 Clusterung von Verkehrsszenarien

Ein zentraler Aspekt beim automatisierten Fahren ist die Absicherung, d. h. Fragen wie „Er-
bringt das System tatsächlich den beabsichtigten Nutzen?“ oder „Zeigt das System im Pra-
xiseinsatz unerwartete Reaktionen?“ müssen beantwortet werden. Eine wesentliche Kompo-
nente dabei sind die sogenannten Felderprobungen, bei denen die Fahrzeuge im realen Stra-
ßenverkehr getestet werden. Um die Erprobungen gezielter zu steuern, wurde in [KWB18] ein
Verfahren vorgestellt, das auf dem in Unterkapitel 5.6.2 vorgestellten Random Forest für un-
überwachtes Lernen basiert und die automatisierte Identifikation von Verkehrsszenarien im
Mittelpunkt hat. Es handelt sich um ein unüberwachtes maschinelles Lernverfahren, so dass
keine händischen Kategorisierungen der Szenarien notwendig sind.

Die Identifikation eines Verkehrsszenarios stellt einen Grundpfeiler für weitergehende Analy-
sen und Bewertungen dar. In dem Verfahren aus [KWB18] werden Szenarien durch einen Satz
an Merkmalen beschrieben, der neben den EGO-Fahrzeugdaten das Umfeld und dessen Än-
derungen in zeitlicher Abfolge erfasst. Abb. 5.92 visualisiert das vorgeschlagene Verfahren zur
Clusterung der Szenarien. Der Datensatz wird vom Random Forest für unüberwachtes Lernen
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Abbildung 5.92 In [KWB18] genutzte Architektur zum Clustern von Verkehrsszenarien.
genutzt, um ein datenadaptives Ähnlichkeitsmaß zu bestimmen. Dieses Ähnlichkeitsmaß wird
anschließend von hierarchischen Cluster-Verfahren, wie die in Unterkapitel 5.6.1 vorgestellten
Methoden, genutzt, um Gruppen von ähnlichen Verkehrsszenarien zu bilden. In der resultie-
renden Proximity Matrix Po spiegelt jedes Element den Vergleich zweier Verkehrsszenarien
wider. Die Elemente der Matrix werden so angeordnet, dass sich ähnliche Punkte als Cluster
visualisieren lassen. Liegt diese Strukturierung vor, lassen sich im nächsten Schritt Testfälle
ableiten, indem man Repräsentanten je Cluster auswählt. Systeme des automatisierten Fah-
rens werden vorzugsweise auf repräsentativen Verkehrsszenarien geprüft. In einem weiteren
Schritt ist es anschließend möglich, beruhend auf einem angelernten Klassifikationsalgorith-
mus, während einer Fahrt Szenarien einem der Cluster zuzuweisen. Damit erhält man eine
Übersicht über die aufgezeichneten, bzw. auch über neue Verkehrsszenarien, und das ermög-
licht quantitative Aussagen über den bereits geleisteten Beitrag für die Absicherung der Sys-
teme des automatisierten Fahrens. Die identifizierten Testfälle lassen sich zusätzlich auch für
die Weiterentwicklung dieser Systeme nutzen.
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In [KWB18] wird das Cluster-Verfahren detailliert beschrieben. Es bietet die Möglichkeit, nach
einer ersten Kategorisierung der Szenarien die Vorgehensweise für ein Cluster zu wiederho-
len und wie mit einer Lupe weitere Kategorien innerhalb dieses Clusters zu finden. So ergibt
sich beispielsweise aus einem Datensatz, bestehend aus zunächst 22519 Verkehrsszenarien,
die in Abb. 5.93 dargestellte Proximity Matrix, die nur urbane Verkehrsszenarien beinhaltet. In
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Abbildung 5.93 Proximity Matrix für urbane Verkehrsszenarien und genutzte Merkmale (links);
Visualisierung von Kreuzungsszenarien, die zu zwei Clustern führen (rechts) [KWB18].

dieser Proximity Matrix lassen sich Cluster finden, deren Verkehrsszenarien bereits schon vie-
le Gemeinsamkeiten haben. So enthalten die Boxen 3A und 3B nur Kreuzungsszenarien und
die Box 3C nur Kreiselszenarien. In den Szenarien der Boxen 3A fährt das EGO-Fahrzeug wei-
ter geradeaus, und in den Szenarien der Boxen 3B biegt es nach rechts ab. Es ist zu beachten,
dass es sich um ein rein unüberwachtes maschinelles Lernverfahren handelt und keine vorhe-
rige Kategorisierung stattgefunden hat, was auf eine sehr gute Eignung des Verfahrens für die
vorliegende Aufgabe hindeutet. In [KWM+19] wird das Verfahren durch die sogenannte „Path
Proximity“ weiterentwickelt und um nachgelagerte Klassifikatoren erweitert, so dass während
einer Fahrt Szenarien einem der Cluster zugewiesen bzw. als neue Szenarien identifiziert wer-
den können.

Die Motivation, maschinelle Lernalgorithmen in dieser Anwendung zu nutzen, liegt also in
einer automatisierten Methode, um Gruppen von ähnlichen Verkehrsszenarien zu finden, und
kann der Kategorie I. „Modellierung nicht möglich bzw. zu komplex“ aus Abb. 5.77 zugeordnet
werden.

5.7.6 Generierung von Szenarien mittels Variational Autoencodern

Die in Unterkapitel 5.6.4 eingeführten Variational Autoencoder (VAE) können zur Generierung
von Verkehrsszenarien genutzt werden und sind damit für unterschiedliche Anwendungen im
Bereich des sicheren automatisierten Fahrens nutzbar.
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Übung 5.23

Sie wollen mit der Methode der automatischen Differentiation im Rückwärtsmodus die Ablei-
tungen ∂y

∂x1
und ∂y

∂x2
von

y = f (x1, x2) = esin(x1)+cos(x1x2) + x2

ln(x1x2)
.

berechnen.

a) Erstellen Sie dafür einen vorwärtsgerichteten azyklischen Graphen und den dazugehörigen
Backpropagation-Graphen.

b) Welche Werte ergeben sich für die Ableitungen ∂y
∂x1

und ∂y
∂x2

, wenn x1 = 1 und x2 = 2 sind?
Berechnen Sie diese Ableitungen mit der automatischen Differentiation im Rückwärtsmo-
dus.

c) Verifizieren Sie das Ergebnis durch symbolische Differentiation.

Übung 5.24

Erweitern Sie den vorwärtsgerichteten azyklischen Graphen aus Abb. 5.27 um eine weitere Ver-
arbeitungseinheit g7, die aus dem Ausgang ŷ die Verlustfunktion a7 = z =L

(
ŷ , y

)
berechnet.

Dabei sollen in der ersten und zweiten verdeckten Schicht alle Aktivierungsfunktionen gleich
sein, d. h. σ(1) = σ, σ(2) = σ, und in der nichtlinearen Verarbeitungseinheit des Ausgangs sei
σ(3) = h. Skizzieren Sie den dazugehörigen Backpropagation-Graphen.

Übung 5.25

Zur Lösung einer Klassifikationsaufgabe mit 4 Klassen und einem 2-dimensionalen Eingangs-
vektor, wie z. B. in Abb. 5.7 und Abb. 5.8 dargestellt ist, soll ein künstliches neuronales Netz mit
zwei verdeckten Schichten und einem softmax-Ausgang genutzt werden. Als Verlustfunktion
soll die Kreuzentropie verwendet werden. Dabei sollen sowohl die erste als auch die zweite
verdeckte Schicht jeweils drei Neuronen haben, die alle als Aktivierungsfunktion die logisti-
sche Sigmoidfunktion nutzen. Abb. 5.100 präsentiert zwei Darstellungen dieses künstlichen
neuronalen Netzes.

a) Erstellen Sie den zur zweiten Darstellung gehörigen Backpropagation-Graphen.

b) Schreiben Sie mit Hilfe des Backpropagation-Graphen aus der Teilaufgabe a) den zweiten
Schritt des Backpropagation-Verfahrens, so wie dies in Gl. (5.169) bis Gl. (5.178) gemacht
wurde.

c) Schreiben Sie ein Matlab Skript, das den ersten und zweiten Schritt des Backpropagation-
Verfahrens für das Multilayer Perceptron aus Abb. 5.100 umsetzt.

d) Verwenden Sie den Datensatz aus Übung 5.17 und das Matlab Skript aus der Teilaufgabe
c), um die Klassifikationsaufgabe aus Übung 5.17 zu lösen. Visualisieren Sie das Ergebnis,
so wie in Abb. 5.8.

Übung 5.26

a) Betrachten Sie den Teil c) der Übung 5.8 und zeigen Sie, dass es sich bei der dort gefunde-
nen Lösung um ein RBF-Netzwerk handelt.

b) Verwenden Sie statt der Gaußschen Basisfunktionen die inversen quadratischen radialen
Basisfunktionen aus Tab. 5.3 und lösen Sie damit Teil c) der Übung 5.8. Nutzen Sie dabei
α= 4,0. Die Zentren c i seien Vektoren µi aus Übung 5.8.
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Mit x1 = 1 und x2 = 2 erhält man ∂y
∂x1

= −6.12 und ∂y
∂x2

= −2.03. Der Unterschied zur Teilaufgabe b)

in der zweiten Nachkommastelle von ∂y
∂x1

ergibt sich aufgrund der Rundungsfehler, die durch die
Beschränkung auf zwei Nachkommastellen in der Teilaufgabe b) entstehen.

Lösung zu Übung 5.24
Die beiden Graphen sind in Abb. 5.135 zu sehen.
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Abbildung 5.135 Vorwärtsgerichteter azyklischer Graph und Backpropagation-Graph (blau) zu
Übung 5.24.

Lösung zu Übung 5.25
a) Es handelt sich um die Graphen aus Übung 5.24, die in Abb. 5.135 dargestellt sind.
b) Mit

z =L(y , ŷ) =−
4∑

ℓ=1

y[ℓ]ln
(
ŷ[ℓ]

)
wobei ŷ =


ŷ[1]
ŷ[2]
ŷ[3]
ŷ[4]

=


a6[1]
a6[2]
a6[3]
a6[4]

=


p̂(c1|x)
p̂(c2|x)
p̂(c3|x)
p̂(c4|x)


aus Gl. (5.86) lautet der zweite Schritt des Backpropagation-Verfahrens:

Ba
T
7 = ∂z

vec{a7}T
= 1;

Ba
T
6 = ∂z

∂vec{a6}T
= 0+ ∂z

∂vec{a7}T︸ ︷︷ ︸
bereits bekannt

· ∂vec{a7}

∂vec{a6}T
, mit a7 = g7(a6) =−

4∑
ℓ=1

y[ℓ]ln(a6[ℓ])

und daraus Ba
T
6 =

[
−y[1]

1

a6[1]
, −y[2]

1

a6[2]
, −y[3]

1

a6[3]
, −y[4]

1

a6[4]

]
;

Ba
T
5 = ∂z

∂vec{a5}T
= 0+ ∂z

∂vec{a6}T︸ ︷︷ ︸
bereits bekannt

· ∂vec{a6}

∂vec{a5}T
,

mit a6 = g 6(a5) =

 ea5[1]

4∑
k=1

ea5[ℓ]

,
ea5[2]

4∑
k=1

ea5[ℓ]

,
ea5[3]

4∑
k=1

ea5[ℓ]

,
ea5[4]

4∑
k=1

ea5[ℓ]


T

=


p̂(c1|x)
p̂(c2|x)
p̂(c3|x)
p̂(c4|x)


und daraus ergibt sich mit Gl. (5.80) bis Gl. (5.82)

Ba
T
5 = Ba

T
6


p̂(c1|x)(1−p̂(c1|x)) −p̂(c1|x)p̂(c2|x) −p̂(c1|x)p̂(c3|x) −p̂(c1|x)p̂(c4|x)
−p̂(c2|x)p̂(c1|x) p̂(c2|x)(1−p̂(c2|x)) −p̂(c2|x)p̂(c3|x) −p̂(c2|x)p̂(c4|x)
−p̂(c3|x)p̂(c1|x) −p̂(c3|x)p̂(c2|x) p̂(c3|x)(1−p̂(c3|x)) −p̂(c3|x)p̂(c4|x)
−p̂(c4|x)p̂(c1|x) −p̂(c4|x)p̂(c2|x) −p̂(c4|x)p̂(c3|x) p̂(c4|x)(1−p̂(c4|x))

;

Bθ
T
5 = ∂z

∂vec{θ5}T
=0+ ∂z

∂vec{a5}T︸ ︷︷ ︸
bereits bekannt

· ∂vec{a5}

∂vec{θ5}T
, mit a5=g 5(a4,θ5)=Θ(3),Tã4; vec{θ5}=vec

{
Θ(3)

}
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Fusion auf Signalebene, 235
Fuzzy-K-Means, 345

GAN, 367
GATE, 387
GATE-ARRT+, 387
Gaußkernel, 274
Gaußsche Diskriminanzanalyse, 347
Gaussian Mixture Model, 348
Gauß-Markow -Zufallsprozess, 56
Gefahr, 14
Gegenseitige Information, 49
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Generalisierung, 278
Generalization, 278
Generative Adverserial Network, 367
Generative Modelle, 259, 342, 363, 372
Generator-Netzwerk, 367
Gerichtete azyklische Graphen, 293
Gierdämpfung, 163
Gieren, 115
Gierkreisfrequenz, 163
Gierwinkel, 115
Gini-Impurity, 328
Gitterbasierte Cluster-Verfahren, 342
Gleichungsnebenbedingung, 39
Gleitreibkoeffizient, 137
GoogleLeNet, 314
Gradient Descent Method, 290
Gradient-Operator, 33
Gradientenabstiegsverfahren, 290
Greedy-Algorithmus, 345
Gurtlose, 104
Gurtstraffbegrenzer, 104
Gurtstraffer, 98

Hauptbremszylinder, 131
Hauptkomponentenanalyse, 76, 358, 373
Hauptträgheitsachse, 148
Hauptträgheitsmoment, 148
HDBSCAN, 353
Heatmap, 373
Hesse-Matrix, 33
Hierarchische Cluster-Verfahren, 342
Hochautomatisiertes Fahren, 11
Hochpassfilter, 71
Hooksches Gesetz, 99
Hydraulische Bremse, 131
Hyperparameter, 335

i. i. d., 46, 260
Implizite Beschreibung einer Fläche, 35
Implizite Euler-Methode, 59, 60, 66, 80, 121
Impuls, 129
Impulsantwort, 69
In-Crash, 16
Inertialsystem, 108
Informationsgehalt, 48
Informationsgewinn, 422

Innenprodukt, 28
Innenprodukt für Zufallsvariablen, 46
Innere Übersetzung, 132
Innovationsresiduum, 221
Input for Machine Learning, 254
Insassenbewegung, 107
Integrale Fahrzeugsicherheit, 16
Inter-Kommunikation, 22
Interner Knoten, 327
Interpretierbarkeit, 371
Intra-Kommunikation, 22
Inverse einer Matrix, 28
ISO, 72

Jacobi-Matrix, 33, 313

K-Means-Algorithmus, 343
Künstliches Neuron, 267
Künstliches neuronales Netz, 293
Kalman-Filter, 207, 212
Kalman-Gain, 221
Kammscher Kreis, 137
Kanten, 327
Karush-Kuhn-Tucker-Bedingungen, 42
Kelvin-Element, 99
Kern einer Matrixabbildung, 28
Kernel, 306
Kernel PDF Estimator, 274
Kernel Regression Estimator, 278
Kernel-Funktion, 274
Kernel-Regressionsschätzer, 278
Kernel-Trick, 320
Kernel-WDF-Schätzer, 274
Kinematisches Fahrzeugmodell, 141
Kinetische Energie, 98
Kinetisches Fahrzeugmodell, 147
KKT, 42
Klassifikation, 253
Knoten, 327
Kolmogorov, 206
Kommutativität, 31
Komplementäre Sensordatenfusion, 235
Komprimierung, 342
Konditionszahl, 38
Konfusionsmatrix, 288
Konkurrierende Sensordatenfusion, 235
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Kontinuierliche Zufallsvariable, 44
Konvexe Funktion, 289
Kooperative Sensordatenfusion, 235
Korrelationskoeffizient, 46
Kovarianzmatrix, 45
Kraftschlussbeiwert, 136
Kreuzentropie, 272
Kreuzkorrelation, 305
Kreuzleistungsspektrum, 54
Kreuzprodukt, 29
Kreuzvalidierung, 285
Kronecker-Delta, 36
Kronecker-Produkt, 31
Kullback-Leibler-Divergenz, 47

Längsschlupf, 136
Lagrange-Funktion, 40
Lagrange-Multiplikator, 40
Laplace-Matrix, 353
Laplace-Transformation, 65, 68
Latente Variablen, 347
Layer-wise Relevance Propagation, 373
Learning Rate, 264
Least-Mean-Squared, 264
Least-Squares, 262
Leave-One-Out, 285
Leistungsdichtespektrum, 54
LeNet-5, 314
Lenkübersetzung, 127, 134
Lernrate, 264
Likelihood-Funktion, 260
Lineare Unabhängigkeit, 28
Lineares Filter, 208
Lineares System, 57, 58
LMS, 264
Local PDF Estimation, 275
Log-Likelihood-Funktion, 260
Logistic Regression, 265
Logistic Sigmoid Function, 265
Logistische Regression, 265
Logistische Sigmoidfunktion, 265, 298
Lokale WDF-Schätzung, 275
Loss Function, 255
Luft-Kraftstoff-Gemisch, 130
LZI-System, 58, 68

Machine Learning, 23, 252
MAE, 287
Magic-Tire-Formel, 137
Mahalanobis-Distanz, 232
Mannigfaltigkeit, 359
MAP, 209, 261
Marginal Log-Likelihood, 346
Marginale Log-Likelihood-Funktion, 346
Marginalisierung, 46
Markow-Zufallsprozess, 55
Maschinelles Lernen, 23, 252
Mask-R-CNN, 316
Masse-Feder-Dämpfer-Modelle, 98
Matrix, 27
Matrix-Determinantenlemma, 32, 218
Matrix-Inversionslemma, 32
Matrixexponential, 64
Max-Pooling, 310
Maximale Beschleunigungen, 98
Maximum-a-posteriori, 261
Maximum-a-posteriori-Filter, 209
Maximum-a-posteriori-Klassifikator, 259
Maximum-Likelihood, 260
Mean Absolute Error, 287
Medoid, 345
Mehrkörpersimulation, 107
Mehrkörpersystem, 98, 107
Mehrschichtige Perzeptronen, 295
Merkmalsbasierte Cluster-Verfahren, 342
Merkmalsgenerierung, 254
Merkmalskarte, 306
Merkmalsselektion, 337
Messmatrix, 57
Messvektor, 57
Metrik, 32
Metrische Multidimensionale Skalierung, 340
Minibatches, 291
Minimum Mean Squared Error-Filter, 210
Mischverteilung, 346
Mittlere Fehlerquadratsumme, 287
Mittlerer absoluter Fehler, 287
ML, 260
MLP, 295
MMSE, 210
Model Selection, 283
Model Trees, 332
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Modellauswahl, 283
Modellbasierte Cluster-Verfahren, 342
Momentanpol, 127
Momentensatz, 132
MONA, 353
Moore-Penrose-Pseudoinverse, 41
Motordrehzahl, 129
Motorleistung, 130
Motormoment, 129
Multilayer Perceptron, 295
Multivariate Zufallsvariable, 45
Muster, 254

Nabla-Operator, 33
Nachbarschaftsbeziehung, 258
Nadaraya-Watson-Schätzer, 278
Naive PDF Estimator, 273
Naiver WDF-Schätzer, 273
Neighborhood Relationship, 258
Neural Network, 293
Neuronales Netz, 293
Neuronen, 293
Neutrales Fahrverhalten, 145
Newton-Euler-Gleichungen, 149
Nichtsinguläre Matrix, 28
Nicken, 115
Nickwinkel, 115
Nilpotente Matrix, 29
No-free-lunch-Theorem, 278
Non-Parametric Models, 258
Norm eines Vektors, 28
Normierung eines Vektors, 29
Numerische Integration, 59
Nyquistkurve, 69

Objektdetektion, 315
Objektklassifikation, 314
Objektliste, 235
Occam’s Razor, 284
Occupant Load Criterion, 106
OLC, 106
One-Hot-Codierung, 271
One-Hot-Encoding, 271
One-versus-one, 270
One-versus-the-rest, 270
OPTICS, 353

Orthogonale Projektion, 32
Orthogonalität, 28, 30
Orthonormale Matrix, 30, 110
Orthonormale Vektoren, 29
Ortskurve, 69
Otto-Motor, 130
Out-of-bag, 337
Output for Machine Learning, 254
Overfitting, 279

Padding, 308
PAM, 345
Parameter Sharing, 307
Parameterfreie Modelle, 258
Parametrische Modelle, 257
Parroting-Methoden, 372
Partitionierende Cluster-Verfahren, 342
Partitionierte Matrix, 31
Partitioning Around Medoids, 345
Passive Fahrzeugsicherheit, 15
Pattern, 254
PCA, 76, 373
PDF, Probability Density Function, 273
Perzeptron, 267
Phasengang, 69
Point Estimates, 261
Polychotomie, 270
Pooling, 309
Post-Crash, 16
Prädiktive Crashschwereschätzung, 378
Prädizierte Belegungskarten, 376
Pre-Crash, 16
Precision, 288
Predicted Occupancy Grids, 376
Principal Component Analysis, 76, 373
Projektion, 32, 268
Proposal Distribution, 364
Proximity, 339
Pruning, 328
Punktschätzer, 261
Pyrotechnische Gurtstraffer, 104

Quadratische Form, 29
Quadratische Wurzel einer Matrix, 29
Querschlupf, 136
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R-CNN, 316
Rückwärtsform, 128
Radbremszylinder, 132
Radial Basis Function Networks, 303
Radiale Basisfunktionsnetzwerke, 303
Radlast, 136
Radstand, 108
Radwinkel, 127, 136
RAE, 287
Rand einer Support Vector Machine, 317
Random Forest, 333
Range einer Matrix, 28
Rapidly-exploring Random Tree, 381
RBF, 303
Realisierung, 43
Recall, 288
Receiver-Operating-Characteristic-Kurve,

289
Recurrent Neural Network, 293
Reellwertiger Zufallsprozess, 53
Region Of Interest, 315
Region Proposal Network, 316
Regression, 253
Regressionsbäume, 327
Reguläre Matrix, 28
Regularisierung, 265, 279, 359
Reifenlatsch, 135
Reinforcement Learning, 253
Rekurrente neuronale Netze, 293
Relational Clustering, 342
Relativbeschleunigung, 117
Relativbeschleunigung über Grund, 117
Relative Absolute Error, 287
Relative Squared Error, 287
Relativer absoluter Fehler, 287
Relativer quadratischer Fehler, 287
Relativgeschwindigkeit, 116
Relevanz, 288
Reparametrization Trick, 366
Repräsentationslernen, 254
Representation Learning, 254
Residual Learning, 315
ResNet, 314
Reversible Gurtstraffer, 104
Risiko, 14, 255
RMSE, 287
ROC, 289

ROCK, 353
ROI, 315
Rollen, 115
Root Mean Squared Error, 287
Rotations-Theorem von Euler, 110
Rotationsformel von Rodriguez, 113
Rotationsmatrix, 109
RRT, 381
RSE, 287

SAE, 72
Scenario Based Random Forest, 383
Schätzfunktion, 46
Scheibenbremsen, 132
Schieben, 115
Schiefsymmetrische Matrix, 27
Schlupf, 136
Schlupfvariable, 322
Schräglaufsteifigkeit, 160
Schräglaufwinkel, 136
Schwerpunkt, 108
Schwerpunkthöhe, 108
Schwimmwinkel, 119
Segmentierung, 316
Self-Organizing-Maps, 351
Semi-Supervised Learning, 253
Sensitivität, 288
Sensitivitätsanalyse, 373
Sensitivity, 288
Sensordatenfusion, 234
Sicherheit, 14
Sicherheitsgurt, 104
Signalverarbeitung, 26
Silhouette, 344
Silhouetten-Koeffizient, 344
Similarity-Based Clustering, 342
Single-Linkage, 352
Single-Stage Detectors, 316
Singuläre Matrix, 28
Singulärwertzerlegung, 37
Skalarprodukt, 28
Slack Variable, 322
Smoothing Parameter, 274
Softmax-Funktion, 271
Sparse Autoencoder, 359
Sparse Interactions, 307
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Specifity, 288
Spectral Clustering, 342
Spektralnorm, 37
Spektrum, 354
Sperrbereich, 71
Spezifität, 288
Spur einer Matrix, 29
Spurweite, 108
SSD, 316
Stacked Autoencoder, 358
Standardabweichung, 45
Stationarität von Zufallsprozessen, 53
Statistik, 43
Statistische Filter, 206
Statistische Filterung, 23
Steuerbarkeit, 57
Steuergerät, 21
STING, 353
Stochastic Gradient Descent, 291
Stochastik, 43
Stochastisches Gradientenabstiegsverfahren,

291
Stride, 307
Stu··tzvektormaschinen, 317
Subdifferential, 312
Supervised Learning, 252
Support Vector Machines, 317
Support Vectors, 318
Symmetrische Matrix, 27
Systemmatrix, 57

t-SNE, 373
Target for Machine Learning, 254
Taylor-Reihenentwicklung, 33
Teilüberwachtes Lernen, 253
Teilautomatisiertes Fahren, 11
Test Data Set, 284
Testdatensatz, 284
Tied-Weights, 358
Tiefes künstliches neuronales Netz, 296
Tiefes Lernen, 254
Tiefgehendes Lernen, 294
Tiefpassfilter, 71
Time To Collision, 390
Totale Wahrscheinlichkeit, 46
Tracking, 23, 224

Training Data Set, 284
Trainingsdatensatz, 284
Transinformation, 49
Transponierte einer Matrix, 27
Trapezregel, 59, 62, 67, 80
Triebstrangwiderstand, 129
Trommelbremsen, 132
Tschebyschew-Filter, 71
TTC, 390
Type-I Error, 288
Type-II Error, 288

Ub·· eranpassung, 279
Ub·· ersteuern, 145
Ub·· ertragungsfunktion, 69
Ub·· erwachtes Lernen, 252
UMAP, 373
Unüberwachtes Lernen, 252
Unabhängige Zufallsvariablen, 46
Unbalanced Data Sets, 270
Unbalancierter Datensatz, 270
Underfitting, 280
Unfallschwere, 17
Ungleichungsnebenbedingung, 41
Univariate Zufallsvariable, 45
Universeller Approximator, 253, 299
Unsupervised Learning, 252
Unteranpassung, 280
Untersteuern, 144
Unvermeidbarkeit, 374
Upsampling, 361
Urbanisierung, 9

VAE, 363
Varianz, 45
Variational Autoencoder, 363
Variational Inference, 364
Variational Lower Bound, 365
Variational Parameters, 364
Vec-Operator, 33
Vektor, 27
Verbrennungsmotor, 129
Verkehrssicherheit, 15
Verlustfunktion, 255
Vermeidungsbeschleunigung, 375
Verstärkendes Lernen, 253
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Verteilungsfunktion, 45
VGG16, 314
Vision Zero, 19
Visualisierung, 373
Vollautomatisiertes Fahren, 11
Vorwärtsgerichtete neuronale Netze, 293

Wahrscheinlichkeit, 43
Wahrscheinlichkeitsbasierte

Cluster-Verfahren, 342
Wahrscheinlichkeitsdichtefunktion, 44
Wahrscheinlichkeitsraum, 43
Wahrscheinlichkeitstheorie, 43
Wanken, 115
Wankwinkel, 115
WaveCluster, 353
WDF, 44
Weißes Rauschen, 54
Wertediskreter Zufallsprozess, 53
Wiener, 206
Wiener Übereinkommen, 12
Winkel zwischen Vektoren, 29

Wrapper-Methoden, 338
Wurzelknoten, 327

XAI, 371

YOLO, 316

Zeitdiskrete Zustandsdarstellung, 59
Zeitdiskreter Zufallsprozess, 53, 55
Zeitinvariant, 57, 58
Zeitkontinuierlicher Zufallsprozess, 53
Zentraler Grenzwertsatz, 49
Zentripetal-Beschleunigung, 117
Zielwert beim maschinellen Lernen, 254
Zufallsexperiment, 43
Zufallsprozess, 53
Zufallsvariable, 43
Zustandsvektor, 57
Zwangsbedingung, 107
Zweispurmodell, 164
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